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y11 = max(20z — 10,0) y12 = max(40z — 200,0) y21 = max(y11 — y12,0)
y11 = max(z11,0) 211 = wi11e + b1y
Y12 = maX(Zu 0) 212 =wi1x + b2

(221,0) 221 = wan1y11 + wai2y12 + bay
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y11 = max(20z — 10,0) y12 = max(40x — 200,0) yo1 = max(y11 — y12,0)

y11 = max(z11,0) z11 =winz + b

y12 = max(z12,0) 212 = w217 + b2

Y21 = max(221,0) 221 = war1y11 + w2r2y12 + b2y
2

oL _ 0 (ytrue true true
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y11 = max(20z — 10,0) y12 = max(40x — 200,0) yo1 = max(y11 — y12,0)
y11 =max(211,0) 211 = winz + by

= max(z12,0) 212 = w1217 + b12

y21 =max(z21,0) 221 = wan1y11 + wa12y12 + b2y

2
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y11 = max(20z — 10,0) y12 = max(40z — 200, 0)
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Uczenie / trening sieci Backpropagation

Sie¢ neuronowa: wagi (+bias, architektura)

Przykfad (sample) i warto$¢ wymagana dla niego (ground truth)
Wyliczenie wartosci czesciowych i koncowych dla przyktadu (forward pass)
Miara btedu (loss)

Wsteczna propagacja btedu (backpropagation) — wyznaczenie gradientéw

1.
2,
3.
4,
5.
6.
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Uczenie / trening sieci [Stochastic] gradient descent

Mamy:
1. Adaptacja (aktualizacja) wag dla konkretnego przyktadu (punktu danych)
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Uczenie / trening sieci [Stochastic] gradient descent

Mamy:

1. Adaptacja (aktualizacja) wag dla konkretnego przyktadu (punktu danych)
Dalsze zagadnienia:

1. Wiele punktéw danych — optymalizacja

2. Model danych i skuteczna predykcja z modelu

3. Wspdtczynnik szybkosci uczenia (learning rate), zanikajace i eksplodujace gradienty,
zagadnienia optymalizacji, inicjalizacja, . ..

1ITiS PAN ask.iitis.pl 10/70




Uczenie / trening sieci [Stochastic] gradient descent

,Gradient prosty” (gradient descent):
9oL
Ow;jk
2. Minimalizujemy L — btad zmniejsza sie najszybciej jezeli idziemy w kierunku przeciwnym
do gradientu

1. Mamy

3. lteracyjnie modyfikujemy wagi w%‘;l = Wiy, — fyag—j_l_k
ij

4. Zejdziemy wzdtuz gradientu do zera i problem rozwigzany?

11/70

ask.iitis.pl
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Uczenie / trening sieci | [Stochastic| gradient descent

»Gradient prosty” (gradient descent):

1.
2.

5.

9oL
3wijk

Minimalizujemy L — btad zmniejsza sie najszybciej jezeli idziemy w kierunku przeciwnym
do gradientu

Mamy

Iteracyjnie modyfikujemy wagi w?jzl = wy, — 7%

Zejdziemy wzdtuz gradientu do zera i problem rozwigzany? Niestety, bardziej
skomplikowane. . .
Na poczatek — jak wyliczy¢ gradient — mamy m = 12 przyktadéw

000000000000 (\ykorzystujemy wszystkie) batch gradient descent
O@O000000000  (wykorzystujemy jeden) stochastic gradient descent
000000000000 (wykorzystujemy podzbiér)  minibatch gradient descent

&



Uczenie / trening sieci [Stochastic] gradient descent

1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przyktady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
mniejsze wymagania obliczeniowe i pamieciowe, moga pojawi¢ sie fluktuacje btedu
1.3 minibatch gradient descent — praktyczny kompromis

2. Przejscie przez wszystkie przyktady zbioru treningowego — epoka (epoch)
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Uczenie / trening sieci [Stochastic] gradient descent

1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przyktady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
mniejsze wymagania obliczeniowe i pamieciowe, moga pojawi¢ sie fluktuacje btedu
1.3 minibatch gradient descent — praktyczny kompromis

2. Przejscie przez wszystkie przyktady zbioru treningowego — epoka (epoch)
3. Przygody na szlaku z gradientem
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Uczenie / trening sieci [Stochastic] gradient descent

1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przyktady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
mniejsze wymagania obliczeniowe i pamieciowe, moga pojawi¢ sie fluktuacje btedu
1.3 minibatch gradient descent — praktyczny kompromis
2. Przejscie przez wszystkie przyktady zbioru treningowego — epoka (epoch)
3. Przygody na szlaku z gradientem
3.1 Lokalne minima (local minima)
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Uczenie / trening sieci [Stochastic] gradient descent

1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przyktady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
mniejsze wymagania obliczeniowe i pamieciowe, moga pojawi¢ sie fluktuacje btedu
1.3 minibatch gradient descent — praktyczny kompromis

2. Przejscie przez wszystkie przyktady zbioru treningowego — epoka (epoch)
3. Przygody na szlaku z gradientem

3.1 Lokalne minima (local minima)
3.2 Punkt siodfowy (saddle point)
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1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przykfady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
mniejsze wymagania obliczeniowe i pamieciowe, moga pojawic sie fluktuacje btedu
1.3 minibatch gradient descent — praktyczny kompromis

2. Przejscie przez wszystkie przyktady zbioru treningowego — epoka (epoch)
3. Przygody na szlaku z gradientem

3.1 Lokalne minima (local minima)
3.2 Punkt siodtowy (saddle point)
3.3 Zanikajacy gradient (vanishing gradient)
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1. Gradient descent — iteracyjne poprawianie sieci
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3.3 Zanikajacy gradient (vanishing gradient)
3.4 Eksplodujacy gradient (exploding gradient)
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1. Gradient descent — iteracyjne poprawianie sieci
1.1 batch gradient descent — aktualizacja modelu dopiero po przejsciu przez wszystkie
przykfady treningowe — kosztowne obliczeniowo i pamieciowo
1.2 stochastic gradient descent — aktualizacja modelu po analizie pojedynczego przyktadu —
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Uczenie / trening sieci [Stochastic] gradient descent

M &

Rysunek: Gradient descent w typowych :
. . N4
ilustracjach Xz
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Uczenie / trening sieci | [Stochastic]

//I “\\\\\\\‘\ |

Rysunek: Gradient descent w typowych
ilustracjach

Rysunek: Gradient descent w prakt@

zrédto ilustracji:DALL-E
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Uczenie / trening sieci Learning rate

Mamy:
1. Adaptacja (aktualizacja) wag dla konkretnego przyktadu (punktu danych)

2. Optymalizacja — iteracyjne przejscie przez kolejne punkty danych i modyfikacje wag
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Uczenie / trening sieci Learning rate

Mamy:

1. Adaptacja (aktualizacja) wag dla konkretnego przyktadu (punktu danych)

2. Optymalizacja — iteracyjne przejscie przez kolejne punkty danych i modyfikacje wag
Dalsze zagadnienia:

1. Krzywa btedu (loss curve)

2. Learning rate

3. Optymalizacja++

1ITiS PAN ask.iitis.pl 15/70




Uczenie / trening sieci Learning rate
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Rysunek: Przyktadowa krzywa btedu




Uczenie / trening sieci Learning rate

Rysunek: Taming Spatial Transformer Networks, contributed
by Diogo. For the record, it's not supposed to look like th:@
(Pobrane z https://lossfunctions.tumblr.com/)


https://lossfunctions.tumblr.com/

Uczenie / trening sieci Learning rate

15

20
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00

Rysunek: A heart rate or a loss function? :)
This one of a custom implementation of an RNN, graciously
contributed by Ray Zhang. (Pobrane z

https://lossfunctions.tumblr.com/) v



https://lossfunctions.tumblr.com/

Uczenie / trening sieci Learning rate

Comparison of loss

0.30 5 -
—— baseline
——— pool-range 2
0.25 4 —— pool-range 3
—— pool-range 4
0.20 4
- <
E 0.15
0.10 4
0.05 +
U004 T T T T T T
o 2000 4000 6000 8000 10000
iterations

Rysunek: A highly amusing specimen from @_karfly . Truly
baffles the mind. (Pobrane z i
https://lossfunctions.tumblr.com/) v
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https://lossfunctions.tumblr.com/

Learning rate
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B. Gardas et al, Quantum neural networks to simulate many-body quantum systems, Phys. Rev. B 98,




Uczenie / trening sieci Learning rate

redback.bjfu.ws: Why is my loss function going down and jumping?
J_Johnson: It's not always a straight path to the best fit. In fact, usually it's pretty bumpy.

(z: https://discuss.pytorch.org/t/why-is-my-loss-function-going-down-and-jumping/170508)

Kontrola procesu treningu:

, . ; - . . n+l _ , n oL
1. Wspétezynnik szybkosci uczenia (learning rate) v, wiip ™ = wiy, — Y Fwin



https://discuss.pytorch.org/t/why-is-my-loss-function-going-down-and-jumping/170508

Uczenie / trening sieci Learning rate

Learning rate:
> Typowe wartosci 0.1 — 0.001
> Zbyt niskie wartosci (zwykle) — wydtuzony czas uczenia; wysokie — zatrzymanie uczenia,
oscylacje

> Algorytmy: np. Adagrad, RMSprop, Adam. ..

loss
very high learning rate

low learning rate

high learning rate

good learning rate

epoch

Zrédto ilustracji: CS231n Convolutional Neural Networks for Visual Recognition



http://cs231n.github.io/assets/nn3/learningrates.jpeg

Uczenie / trening sieci Learning rate

> Algorytmy: np. Adagrad, RMSprop, Adam. ..
> Ped gradientu (momentum) — przejécie przez punkty siodfowe (gdzie gradient ma niewielkie
wartosci) i lokalne minima

n __ n—1 _ oL n+1
v = pv 78wijk wijk?

— n n
=W T

dn — zmniejszanie wartoéci w

> Skalowanie (learning rate annealing/decay), np. v, = ye~
trakcie uczenia




Uczenie / trening sieci Learning rate

redback.bjfu.ws: Why is my loss function going down and jumping?
J_Johnson: It's not always a straight path to the best fit. In fact, usually it's pretty bumpy.

(z: https://discuss.pytorch.org/t/why-is-my-loss-function-going-down-and-jumping/170508)

Kontrola procesu treningu:

, . ;. . . n+l _ . n oL
1. Wspétczynnik szybkosci uczenia (learning rate) v, wi; " = wiy, — VFwin

2. Rozmiar podzbioru danych (batch size)



https://discuss.pytorch.org/t/why-is-my-loss-function-going-down-and-jumping/170508

Uczenie / trening sieci Learning rate

Batch size (BS):
000000000008 (nicpraktyczne)
OO0 000OO000
olololole/eele] | [0
elelelel | 1 1 1000

popularne wartosci np. 32, 64 / 128, 256
mate wartosci np. 1, 2, 4, 8 — szybsze zmiany w sieci (wiecej na epoke)
duze wartosci wymagaja wiecej pamieci, mniej szumu

Przy matej wartosci BS moga pojawi¢ sie fluktuacje (widoczne w krzywej btedu), niekoniecznie
negatywne — moga uodparniaé przed przetrenowaniem
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Uczenie / trening sieci Learning rate

Stochastic vs minibatch vs batch gradient descent

38 s Stochastic

3.6r| +— Mini-batch 1
3.4 | e=—e Batch :

91 3.2+
3.0

2.8}

2.6}

2.4}

2.5 3.0 3.5 4.0 4.5

Zrédto ilustracji: Odpowiedz itdxer w pytaniu What is batch size in neural network? CrossValidated StackExchange \/
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https://stats.stackexchange.com/questions/153531/what-is-batch-size-in-neural-network

Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

Wartosci gradientu, inicjalizacja — wartosci poczatkowe




Uczenie / trening sie: Wartosci gradientu, jalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)




Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)
yo1 = max(20y11; — 10,0) y31 = max(20y2; — 10,0) w41 = max(20ys; — 10,0)
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)
yo1 = max(20y11; — 10,0) y31 = max(20y2; — 10,0) w41 = max(20ys; — 10,0)
r=1—->y11 =10 yo1 =190 y31 =3790 y41 = 75790
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)
yo1 = max(20y11; — 10,0) y31 = max(20y2; — 10,0) w41 = max(20ys; — 10,0)
r=1— Y11 = 10 Y21 = 190 Y31 = 3790 Ya1 = 75790

y11 = max(0.22,0) yo1 = max(0.2y11,0)
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)
y21 = max(20y11 — 10,0) y3; = max(20y2; — 10,0) y41 = max(20ys; — 10,0)
r=1— Y11 = 10 Y21 = 190 Y31 = 3790 Ya1 = 75790

y11 = max(0.22,0) yo1 = max(0.2y11,0)
r=1— Y11 = 0.2 Y21 = 0.04 Y31 = 0.008 Yq1 = 0.0016
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

y11 = max(20z — 10,0)
y21 = max(20y;; — 10,0) y31 = max(20y2; — 10,0) y41 = max(20y3; — 10,0)
r=1— Y11 = 10 Y21 = 190 Y31 = 3790 Ya1 = 75790

y11 = max(0.22,0) yo1 = max(0.2y11,0)
r=1— Y11 = 0.2 Y21 = 0.04 Y31 = 0.008 Yq1 = 0.0016

> Wartosci ,,przeptywaja” przez sie¢, podczas wyliczania wyj$¢ neuronéw (—) i
gradientéw (<)

> Wartosci wyliczanych wyjsé/gradientéw wrazliwe na zakres wartosci wag

> Eksplodujacy gradient (exploding gradients) — duze modyfikacje do wag,
niestabilnosci/NaN

> Zanikajacy gradient (vanishing gradient) — mate (lub brak) modyfikacji do wag, s
spowolniony/zatrzymany proces uczenia v

28/70
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

1. Przygotowanie danych

. . ~ ;5 —min x;
Normalizacja kontrola zakresu danych, np. &;; = L — -
T 1

R , ... . PN _ Tqi— Mg
Standaryzacja korekta wzgledem sredniej i wariancji Z;; = =




Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

1. Przygotowanie danych

. . A T;;—min x;
Normalizacja kontrola zakresu danych, np. &;; = —&————

max X; —min x;

Tij—HMi
g4

Standaryzacja korekta wzgledem sredniej i wariancji Z;; =
2. Przygotowanie sieci

Inicjalizacja poczatkowe wartosci wag losowane np. wjj; = N (p = 0,0 = 0.01)

Xavier Glorot uwzglednia Srednia liczbe potaczen do neuronu

wiijN(,UJZO,O':,/m> lub wijk:u(w/ﬁ)

Kaming He rozwija inicjalizacje XG pod katem ReLU w;j, = N (u =0,0= fa121m>

lub Wijk = U (,/ﬁ)
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Uczenie / trening sieci Wartosci gradientu, inicjalizacja — wartosci poczatkowe

1. Przygotowanie danych

. . o T;;—minx;
Normalizacja kontrola zakresu danych, np. &;; = —L———=—
T T

Standaryzacja korekta wzgledem sredniej i wariancji Z;; = x‘%“l

2. Przygotowanie sieci
Inicjalizacja poczatkowe wartosci wag losowane np. wjj; = N (p = 0,0 = 0.01)
Xavier Glorot uwzglednia Srednia liczbe potaczen do neuronu

wijk:./\f(uzo,a:,/m> lub wijk:u(w/ﬁ)

Kaming He rozwija inicjalizacje XG pod katem ReLU w;j, = N (u =0,0= 2 )

fan;,
lub wi;p, =U 0
ijk fanavg

3. Losowa inicjalizacja + optymalizacja lokalna = mozliwe rézne wyniki treningu w
zaleznosci od stanu poczatkowego
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Uczenie / trening sieci Regularyzacja

Regularyzacja




Uczenie / trening sieci Regularyzacja

> Wsparcie treningu — kontrola warto$ci wag

Dropout z okre$lonym prawdopodobienstwem (np. p = 0.2 albo p = 0.5) zerujemy
wyjscie z neuronu w trakcie treningu
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Uczenie / trening sieci Regularyzacja

> Wsparcie treningu — kontrola warto$ci wag

Dropout z okre$lonym prawdopodobienstwem (np. p = 0.2 albo p = 0.5) zerujemy
wyjscie z neuronu w trakcie treningu

Batch Normalization normalizacja i przeskalowanie wartosci pomiedzy warstwami
_ . a—up q . kal . o
Y 7—'“—08 + [ (standaryzacja + przeskalowanie + przesuniecie)
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Uczenie / trening sieci Regularyzacja

> Wsparcie treningu — kontrola warto$ci wag

Dropout z okre$lonym prawdopodobienstwem (np. p = 0.2 albo p = 0.5) zerujemy
wyjscie z neuronu w trakcie treningu

Batch Normalization normalizacja i przeskalowanie wartosci pomiedzy warstwami
Yy = 7””—;";—3 + [ (standaryzacja + przeskalowanie + przesuniecie)
L2/L1 regularization ,kara” dla wysokich warto$ci wag
L(ytrue, yout) — (ytrue _ y21)2 4\ 2?21 wz'2
L(ytrue,yout) — (ytrue _ y21>2 + AZ?:l |wz‘
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Uczenie / trening sieci Regularyzacja

Mamy:

1.

AR

Adaptacja (aktualizacja) wag dla konkretnego przyktadu (punktu danych)
Optymalizacja — iteracyjne przejscie przez kolejne punkty danych i modyfikacje wag
Sterowanie procesem uczenia — learning rate, batch size, wybér optymalizatora
Inicjalizacja

Regularyzacja

1ITiS PAN iitis.pl
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Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry




ory testowe, walidacyjne, przetrenowa

Iteracja 25 Krzywa btedu
0.40
@ Dane treningowe —— Bfad treningowy
—— Predykcja z modelu
o0s | el ° 0.35 4
0.30 {
0.6
0.25 4
w
n
> Z 020
] oy
0.4 o
0.15 A
0.24 0.10 A
0.05
0.0
T T T T T 0.00 T T T T T u
-2 -1 0 1 2 0 5 10 15 20 25

X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 50 Krzywa btedu
0.40
@ Dane treningowe —— Blad treningowy
—— Predykcja z modelu ®
0.8 0.35
0.30 +
0.6 1
0.25 4
w
2
> < 0204
0.4 eg
M
0.15 4
0.2 q 0.10 4
0.05 -
0.0 4
T T T T T 0.00 T T T T T T
-2 -1 0 1 2 o 10 20 30 40 50

X Iteracja




Uczenie / trening sieci ory testowe, walidacyjne, przetrenowan

Iteracja 100 Krzywa btedu
0.10
@ Dane treningowe —— Blad treningowy
0.8 { = Predykcja z modelu
0.08 +
0.6 1
0.06
w
n
- =
0.4 4 E‘
M
0.04 1
0.2 4
0.02 1
0.0 4
T T T T T 0.00 T T T T T T
-2 -1 0 1 2 o 20 40 60 80 100

X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 500 Krzywa btedu
0.05
@ Dane treningowe —— Blad treningowy
0.8 1 —— Predykcja z modelu
0.04 +
0.6
0.03 4
w
n
- =
0.4 4 E‘
M
0.02 1
0.2
0.01 1
0.04
T T T T T 0.00 T T T T T T
-2 -1 0 1 2 o 100 200 300 400 500

X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 2000 Krzywa btedu
0.05
@ Dane treningowe —— Blad treningowy
0.8 1 —— Predykcja z modelu
0.04 +
0.6
0.03 4
w
2
> 0.4 =
oy
M
0.02 1
0.24
0.01 1
0.0 4 g
T T T T T 0.00 T

T T T T T T T T
-2 -1 0 1 2 o 250 500 750 1000 1250 1500 1750 2000
X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 25 Krzywa btedu

1.0{ e Dane treningowe L] —— Blad treningowy
@ Dane walidacyjne —— Biad walidacyjny
- 0.35

—— Predykcja z modelu

0.30
0.25

0.20 4

Blad MSE

0.15

0.10

0.05 4

X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 50 Krzywa btedu
0.40
1.0{ e Dane treningowe ® —— Bfad treningowy
@ Dane walidacyjne —— Bfad walidacyjny
R 0.35 4
—— Predykcja z modelu
081 0.30
0.25 4
0.6 q
w
n
> Z 020
oy
0.4 ®
0.15 4
0z ] 0.10
0.05 -
0.0 4
T T T T T 0.00 T T T T T T
-2 -1 0 1 2 o 10 20 30 40 50

X Iteracja




Uczenie / trening sieci

ory testowe, walidacyjne, przetrenowan

Iteracja 100 Krzywa btedu
0.10
1.0{ e Dane treningowe ® —— Bfad treningowy
@ Dane walidacyjne —— Bfad walidacyjny
—— Predykcja z modelu
0.08 +
0.8 4
0.6 4 0.06
w
n
=
o,
oy
M
0.4 0.04 1
0.2
0.02 1
0.0 4
T T T T T 0.00 T T T T

Iteracja

60

T
80 100




Uczenie / trening sieci

ory testowe, walidacyjne, przetrenowan

1.0 4

Iteracja 500 Krzywa btedu
0.05
@ Dane treningowe ® —— Bfad treningowy
@ Dane walidacyjne —— Bfad walidacyjny
—— Predykcja z modelu
0.04 +
0.03 4
w
n
=
o,
oy
M
0.02 1
0.01 1
T T T T T 0.00 T T T T T T
-2 -1 0 1 2 o 100 200 300 400 500
X Iteracja




ory testowe, walidacyjne, przetrenowa

Iteracja 2000 Krzywa btedu
0.05
1.0{ e Dane treningowe ® —— Bfad treningowy
@ Dane walidacyjne —— Bfad walidacyjny
—— Predykcja z modelu
0.8 0.04 +
0.6 q 0.03 4
w
n
=
> -
oy
0.4 @
0.02 1
0.2 4
0.01 1
0.0
T T T T T 0.00 T T T T T T T u T
-2 -1 0 1 2 o 250 500 750 1000 1250 1500 1750 2000

X Iteracja




Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

zbidr treningowy optymalizacja wag modelu
zbior walidacyjny zabezpiecza przed przetrenowaniem, pozwala wybraé hiperparametry (np.

learning rate 0.01 czy 0.0017), utatwia decyzje o zakonczeniu treningu,
diagnostyka procesu treningu

zbior testowy oszacowanie rzeczywistej wydajnosci (skutecznosci, wyniku) wytrenowanego
modelu

Zbiory roztaczne!

> Przetrenowanie — przesadne dopasowanie do zbioru treningowego

> Generalizacja — dopasowanie do charakterystyki danych, ktéra zbiér treningowy
reprezentuje




Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

Zmienne procesu treningu:
1. Dane
1.1 Rozmiar zbioru, liczba przyktadéw — czy jest wystarczajacy?
1.2 Diagnostyka przyktadéw — podobienstwo/réznorodnosé? Outliery?
2. Model

2.1 Architekura — liczba warstw, liczba neuronéw
2.2 Dobér hiperparametréw, regularyzacja
2.3 Rozmiar modelu wzgledem rozmiaru zbioru danych
3. Trening
3.1 Dostepne zasoby obliczeniowe — przeszukiwanie przestrzeni hiperparametréw, sprawdzenie
réznych stanéw poczatkowych
3.2 Weryfikacja zbiezno$ci na podzbiorze przyktadéw
3.3 Diagnostyka wynikéw
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Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

Co jezeli zbiér danych jest niewystarczajacy?



https://arxiv.org/abs/2301.02830

Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

Co jezeli zbiér danych jest niewystarczajacy? Augmentacja danych (data augmentation)



https://arxiv.org/abs/2301.02830

Uczenie / trening sieci Zbiory testowe, walidacyjne, przetrenowanie, hiperparametry

Co jezeli zbiér danych jest niewystarczajacy? Augmentacja danych (data augmentation)
» Wprowadzenie szumu (réznego rodzaju)
» Edycja strukturalna (wyciecie fragmentu, obroty, skalowanie, ...)
> Sktadanie nowego przykfadu z kilku przyktadéw
>

Ty

Zrédto ilustracji: T. Kumar et al, Image Data Augmentation Approaches: A Comprehensive Survey and Future directions, arXiv:2301.02830
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https://arxiv.org/abs/2301.02830

Konstrukcja sieci
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Konstrukcja sieci Softmax

Softmax




Konstrukcja sieci Softmax

y11 = max(20z — 10,0) y12 = max(40z — 200,0) yo1 = max(y11 — y12,0)
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Konstrukcja sieci Softmax

y11 = max(20z — 10,0) y12 = max(40z — 200,0) yo1 = max(y11 — y12,0)

Regresja — otrzymujemy wartos$¢ liczbowa — jak dobry jest owoc w skali 0-10
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Konstrukcja sieci Softmax

y11 = max(20z — 10,0) y12 = max(40z — 200,0) yo1 = max(y11 — y12,0)
Regresja — otrzymujemy wartos$¢ liczbowa — jak dobry jest owoc w skali 0-10

A podziat na ,dobry” i ,zty" — klasyfikacja?
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Konstrukcja sieci Softmax

y11 = max(20z — 10,0) y12 = max(40z — 200,0) yo1 = max(y11 — y12,0)
Regresja — otrzymujemy wartos$¢ liczbowa — jak dobry jest owoc w skali 0-10
A podziat na ,dobry” i ,zty" — klasyfikacja?

Modyfikacja wyjécia sieci, tak zeby na koncu
P 901 warto$¢ liczbowa okreslajaca jak bardzo przyktad nalezy do klasy ,dobry”
> yag [...] do klasy ,zty”

1ITiS PAN ask I
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Konstrukcja sieci Softmax

y11 = max(20z — 10,0) y12 = max(40z — 200,0) y91 = max(y11 — y12,0)
Regresja — otrzymujemy wartos$¢ liczbowa — jak dobry jest owoc w skali 0-10
A podziat na ,dobry” i ,zty" — klasyfikacja?

Modyfikacja wyjécia sieci, tak zeby na koncu

P 901 warto$¢ liczbowa okreslajaca jak bardzo przyktad nalezy do klasy ,dobry”
> yag [...] do klasy ,zty”

Problematyczne uczenie, bo np.
> y91 = 0.02,y92 = 0.6 — ,zty owoc”
> yo1 = 1.7, 922 = 0.6 — , dobry owoc”
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Konstrukcja sieci Softmax

Softmax: o(y); = ;
(Y) fzv—y
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Softmax: o(y); = ;
s

Vo = [0.02,0.6]
o ([0.02,0.6]) = s ~ 0.36

0.6

o ([0.02, 0.6])2 = s ~ 0.64
o (ya) ~ [0.36,0.64]
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Konstrukcja sieci Softmax

Softmax: o(y); = Z;\?j =
Vo = [0.02,0.6]
o ([0.02,0.6]) = s ~ 0.36

0.6

o ([0.02, 0.6])2 = s ~ 0.64
o (ya) ~ [0.36,0.64]

Vi = [1.7,0.6}
o (ys) ~ [0.75,0.25}

Szacowane prawdopodobienstwo przynaleznosci do poszczegdlnych klas
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Konstrukcja sieci Funkcje aktywacji

Funkcje aktywacji




0.8

0.6

0.4

0.2

0.0

Sigmoid (funkcja aktywacji)

onstrukcja siec

Funkcje aktywac

Tanh (funkcja aktywacji)

RelU (funkcja aktywacji)

= sigmoid (funkcja) 1.00 { === Tanh (funkcja) 7 == RelU (funkcja)
075 6
050 s
025
4
0.00
3
-0.25
-0.50 2
-0.75 1
-1.00
-6 -4 -2 2 4 6 -6 -4 -2 2 4 6 -6 -4 -2 2
Sigmoid (pochodna) Tanh (pochodna) RelU (pochodna)
== Sigmoid (pochodna) 10 == Tanh (pochodna) 1.0 o m— RelU




Konstrukcja sieci Funkcje aktywacji

Rozwazmy zbiér danych (fragment zbioru Iris):

[[5.1 3.5 1.4 0.2]
[4.9 3. 1.4 0.2]
[4.7 3.2 1.3 0.2]
[4.6 3.1 1.5 0.2]
[5. 3.6 1.4 0.2]
[5.4 3.9 1.7 0.4]
[4.6 3.4 1.4 0.3]
[5. 3.4 1.5 0.2]
[4.4 2.9 1.4 0.2]
[4.9 3.1 1.5 0.1]]

i neuron ReLU z wagami (0.2, —0.4,0.1, —0.5}
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Konstrukcja sieci Funkcje aktywacji

Rozwazmy zbiér danych (fragment zbioru Iris):

[[5.1 3.5 1.4 0.2]
[4.9 3. 1.4 0.2]
[4.7 3.2 1.3 0.2]
[4.6 3.1 1.5 0.2]
[5. 3.6 1.4 0.2]
[5.4 3.9 1.7 0.4]
[4.6 3.4 1.4 0.3]
[5. 3.4 1.5 0.2]
[4.4 2.9 1.4 0.2]
[4.9 3.1 1.5 0.1]]

i neuron ReLU z wagami (0.2, —0.4,0.1, —0.5}

51x024+35x-04+14x014+02x—-05=1.02—-14+0.14—-0.1=-0.34 ...
.. .1 tak dla kazdego — neuron jest ,martwy” (brak niezerowej wartosci, zerowy gradient) X
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Konstrukcja sieci Funkcje aktywacji

ReLU(z) = max(z,0)

Alternatywy:
>0,
> Leaky ReLU f(z)=4" 7 7 np.a=0.1
ar <0

> Parametric ReLU (« jest parametrem wyznaczanym w trakcie treningu)

» SiLU f(x) = z x sigmoid(x)
» ELU f(z) = v v 0’, a > 0 jest hiperparametrem
oz(e“” —-1) =<0

v

Softplus f(z) = In(1 4 %)
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Konstrukcja sieci Funkcje btedu (loss)

Funkcje btedu (loss)




Konstrukcja sieci Funkcje btedu (loss)

Mean Squared Error (MSE) L(x,y) = (z — y)*

Mean Absolute Error (MAE) L(z,y) = |z — y|

Negative Log-Likelihood Loss function (NLL) L(z,y) = —ylogz — (1 — y) log(1 — z)
Cross-Entropy Loss (& softmax + NLL)

Margin Ranking Loss L(x1,z2,y) = max(0, —y(z1 — x2) +m), (m margines)

Kullback-Leibler Divergence Loss L(z,y) = y(logy — x)

>
>
4
| 4
| 4
>
> .
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Konstrukcja sieci Zaawansowane architektury — sieci konwolucyjne

Zaawansowane architektury — sieci konwolucyjne




Konstrukcja sieci Zaawansowane architektury — sieci konwolucyjne

Problem: rozpoznawanie obiektéw w obrazach
> Obiekt przesuniety, obrécony, przeskalowany, zdeformowany (operacja rzutowania)

> Cechy charakterystyczne — ztozone, rzadkie, rézne dla réznych rodzajéw obiektéw
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Konstrukcja sieci Zaawansowane architektury — sieci konwolucyjne

Model HMAX:

view-tuned cells

"complex composite" cells (C2)

"composite feature" cells (S2)

b complex cells (C1)

[ZIOI) é‘®®® @@CD@‘ “er simple cells (S1)

weighted sum
=== MAX

Zrédto ilustracji: Riesenhuber, M. & Poggio, T. Hierarchical models of object recognition in cortex. Nat. Neurosci. 2, 1019-1025




Konstrukcja sieci Zaawansowane architektury — sieci konwolucyjne

Architektura konwolucyjna:
> Filtry konwolucyjne (uczone/trenowane)
» Operacja ,zbierania” (pooling)
> Pary konwolucja+pooling powtérzone kilka razy
> Na koncu kilka warstw sieci MLP

C3:1.maps 16@10x10

INPUT é)ézfgitzl.lﬂre maps S4. 1. maps 16@9x5
32x32 S2:1. maj
6@14x14

Full
C i ] Convolutions ~ Subsampling Full connection

Zrédto ilustracji: Lecun, Y.; Bottou, L.; Bengio, Y.; Haffner, P. (1998). " Gradient-based learning applied to document recognition” (PDF). Proceedings of th’ei HH

N4
IEEE. 86 (11): 2278-2324 Xz
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onstrukcja sieci Zaawansowane architektur; i konwolucyjne

Zrédto ilustracji: Zeiler, M.D., Fergus, R. (2014). Visualizing and Understanding Convolutional Networks. In: Fleet, D., Pajdla, T., Schiele, B., Tuytelaars, T. (eds)

Computer Vision — ECCV 2014

~
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Zaawansowane

Zrédto ilustracji: Zeiler, M.D., Fergus, R. (2014). Visualizing and Understanding Convolutional Networks. In: Fleet, D., Pajdla, T., Schiele, B., Tuytelaars, T. (eds)

Computer Vision — ECCV 2014




trukcja aawansowane

Zrédto ilustracji: Zeiler, M.D., Fergus, R. (2014). Visualizing and Understanding Convolutional Networks. In: Fleet, D., Pajdla, T., Schiele, B., Tuytelaars, w

Computer Vision — ECCV 2014




Konstrukcja sieci Zaawansowane architektury — sieci konwolucyjne

Sieci ResNet

weight layer

34-layer residual

34-layer plain

VGG-19

Zrédfo ilustracji: K. He, X. Zhang, S. Ren and J. Sun, " Deep Residual Learning for Image Recognition,” 2016 IEEE Conference on Computer Vision and PM

Recognition (CVPR), 2016, pp. 770-778
64/70

S PAN




Konstrukcja sieci Zaawansowane architektury — sieci transformers

Zaawansowane architektury — sieci transformers




ChatGPT 40

Konstrukcja sieci Zaawansowane architektury — sieci transformers

Why is a Raven Like a Writing Desk?

"Why is a raven like a writing desk?" is a riddle posed by the Mad Hatter in Lewis
Carroll's "Alice's Adventures in Wonderland.” This famous riddle is known for its
lack of a definitive answer. Carroll himself later suggested an answer in a preface
to an 1896 edition of the book: "Because it can produce a few notes, though they
are very flat; and it is nevar put with the wrong end in front!” This answer is a pun,
as "nevar” is “raven” spelled backward, though it was later corrected to "never” in

subsequent editions, losing the pun.

The riddle has been a subject of much debate and has inspired numerous answers
and interpretations over the years, both serious and humorous. It reflects the
whimsical and nonsensical tone of the book, where logic and conventional

answers are often turned on their head.
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Problem ,sekwencja w sekwencje” (sequence to sequence), z odlegtymi zaleznosciami miedzy
stowami

Mary had a little lamb.
In the hospital, Mary had a little lamb.

Krétka (i fragmentaryczna) historia préb rozwiazania:
> Sieci rekurencyjne
> Sieci LSTM (Long-Short Term Memory)

> Sieci transformers
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Zrédto ilustracji: Vaswani, A. et al (2017). " Attention is All you Need”. Advances in Neural Information Processing Systems. 30
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Attention(Q, K, V') = softmax (Q—\/Ig> v

W
WQ

KO L@ g0

I -

I

IITiS PAN ask. .pl 69/70




Konstrukcja sie Zaawansowane architektury — sieci transformers
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Do we have to tun left from here or have we left the streetbehind ?

Zrédto ilustracji: Ahmed, S., Nielsen, |.E., Tripathi, A. et al. Transformers in Time-Series Analysis: A Tutorial. Circuits Syst Signal Process 42, 7433-7466 (2023)
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