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Analiza przyktadowego sygnatu
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~#*Dane — przyktadowy sygnat
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Analiza przykta

wego sygnat

~¥Dane — przyktadowy sygnat (zoom)
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Analiza przyktadowego sygnatu

~¥Dane — przyktadowy sygnat — obserwacje/cechy

1. Szereg czasowy
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Analiza przyktadowego sygnatu

~¥Dane — przyktadowy sygnat — obserwacje/cechy

1. Szereg czasowy

2. Kumulatywne zliczanie impulséw — sygnat kumulatywny (ang. integrative) — réznicowanie
(ang. differentiation)

— Sygnat, sygnat po réznicowaniu, sygnat po scatkowaniu
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~#*Dane — przyktadowy sygnat — réznicowanie
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Water usage [m?]
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~¥Dane — przyktadowy sygnat — obserwacje/cechy

1. Szereg czasowy
2. Kumulatywne zliczanie impulséw — sygnat kumulatywny (ang. integrative) — réznicowanie
(ang. differentiation)
— Sygnat, sygnat po réznicowaniu, sygnat po scatkowaniu
3. Cykl — dobowy, tygodniowy
— Cykle, sezonowo$é
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~¥Dane — przyktadowy sygnat — obserwacje/cechy

1. Szereg czasowy
2. Kumulatywne zliczanie impulséw — sygnat kumulatywny (ang. integrative) — réznicowanie
(ang. differentiation)
— Sygnat, sygnat po réznicowaniu, sygnat po scatkowaniu
3. Cykl — dobowy, tygodniowy
— Cykle, sezonowo$é
4. Trend — zmienny

o

Pojedyncze zdarzenia — anomalie
6. Wartosci liczbowe (min/max, typowe, rozkfad wartosci)
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-#Bazy danych, weryfikacja danych

1. Dane, informacja, wiedza
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-#Bazy danych, weryfikacja danych

1. Dane, informacja, wiedza

2. Reprezentacja danych — sposéb zapisu w pamieci komputera
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-#Bazy danych, weryfikacja danych

1. Dane, informacja, wiedza
2. Reprezentacja danych — sposéb zapisu w pamieci komputera

3. Baza danych — zorganizowany zbiér danych
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~#Bazy danych, weryfikacja danych

1. Dane, informacja, wiedza
2. Reprezentacja danych — sposéb zapisu w pamieci komputera

3. Baza danych — zorganizowany zbiér danych
4. Weryfikacja
4.1 Poprawnos¢ i spbjnosé
4.2 Weryfikacja merytoryczna — ,sens” danych, znaczenie, kontekst, ...

4.2.1 Anomalie — odstepstwa od ,,normy”
4.2.2 Woystapienie znanych probleméw — detekcja/klasyfikacja
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Analiza przyktadowego sygnatu

~#Bazy danych, weryfikacja danych
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Weryfikacja statystyczna — MAD
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Weryfikacja statystyczna — MAD

~=Statystyki opisowe — opis sygnatu

1. Szereg—ezasewy — histogram

6000
20
5000
P 4000
£
S 10 §x°
5
= 2000
05
1000
00
o
0 1000 2000 3000 4000 5000 6000 7000 8000 00 05 10 15 20
— Water usage value [m?]




Weryfikacja statystyczna — MAD

~#Statystyki opisowe — opis sygnatu — histogram
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~=Statystyki opisowe — opis sygnatu

srednia p = 0.028 p==L13"a
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~=Statystyki opisowe — opis sygnatu

srednia p = 0.028 p==L13"a
wariancja o2 = 0.004 o =L —a;)? o = 0.064
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~=Statystyki opisowe — opis sygnatu
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~=Statystyki opisowe — opis sygnatu

srednia p = 0.028 p== ST
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~#Statystyki opisowe — opis sygnatu
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Weryfikacja statystyczna — MAD

-=Kwartet Anscombe’a

Danych jest 11 par punktéw (z,y) ktére maja nastepujace parametry statystyczne:
Srednia x 9

wariancja x 11
Sredniay 7.5

wariancja y 4.125

korelacja x iy 0.816

prosta regresji y = 3 + 0.5x
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Weryfikacja statystyczna — MAD

-=Kwartet Anscombe’a




Weryfikacja statystyczna — MAD

~#Statystki porzadkowe (ang. order statistics)

1. Mediana
2. Kwartyle
3. Percentyle

[—2. 05 071 0.6 0.7 —21 0.59 0.51]
[—2.1 —2. 05 051 059 0.6 0.7 0.71]

srednia -0.06125 |
mediana 0.55 v
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Weryfikacja statystyczna — MAD

~#Statystki porzadkowe (ang. order statistics) — wykres pudetkowy (ang.
boxplot)

1 [—2. 05 071 0.6 0.7 —21 0.59 0.51]

2. 100 punktéw z rozktadu réwnomiernego (ang. uniform) (0, 1)
3. 100 punktéw ze standardowego rozktadu normalnego (ang. standard normal distribution)
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~*Weryfikacja z wykorzystaniem statystyk

— Algorytm Median Absolute Deviation (MAD)
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~#Algorytm Median Absolute Deviation (MAD)

1. Dane (przyktadowe odczyty) x = [:L'l,:cg, . ,mn]

x = [1383.464 1384.9871 1386.6281 1388.142 1389.766 1391.188 1392.796 1394.144 1395.4139 1396.488 1398.209 1500.011 1230.793

1549.475 1399.6281 1238.033 1400.318 1249.4 1400.764 1363.806 1356.909 1287.488 1402.229 1403.588 1405.167 1406.427 ]




~#Algorytm Median Absolute Deviation (MAD)
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~#Algorytm Median Absolute Deviation (MAD)
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~#Algorytm Median Absolute Deviation (MAD)
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Weryfikacja statystyczna — MAD

~#Algorytm Median Absolute Deviation (MAD)
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Weryfikacja statystyczna — MAD

~#Algorytm Median Absolute Deviation (MAD)
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Weryfikacja statystyczna — MAD

~#Algorytm Median Absolute Deviation (MAD)
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~#Algorytm Median Absolute Deviation (MAD)
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~#Algorytm Median Absolute Deviation (MAD)
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‘Algorytm MAD - przykfady
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Weryfikacja statystycz

~=Algorytm MAD — przyktady
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~#Weryfikacja statystyczna — outliery

1. Wykrywanie danych odstajacych (ang. outliers)
1.1 ,odstajacych” ~ spoza zakresu danych
1.2 MAD (i wiele innych algorytméw)!
2. Weryfikacja
2.1 Wyizolowanie pomiaréw btednych — btedy urzadzen
2.2 Wykrycie anomalii i zmian trendu

ikit-learn.org/stable/auto_examples/miscellaneous/plot_anomaly_comparison.html, scikit-learn devs, BSD
ask.iitis.pl




Weryfikacja statystyczna — RX

Weryfikacja statystyczna — RX
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Weryfikacja statystyczna — RX

~#Weryfikacja z wykorzystaniem statystyk ,strikes back”

— Algorytm Reed-Xiaoli (RX)

2.0+
T om
— 154 i
-
£ g
o
o
o
2
S 104
.
L TR
= | T s
=
0.5 4
0.0 I
T T T T T T T T T iy
[} 1000 2000 3000 4000 5000 6000 7000 8000 v
Hours [h] \/

1ITiS PAN




Weryfikacja statystyczna — RX

Dlaczego $rednia (i inne statystyki np. wariancja) jest dobra?
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Weryfikacja statystyczna — RX

Dlaczego $rednia (i inne statystyki np. wariancja) jest dobra?

1. tatwa do policzenia

2. Znane wtasciwosci




Weryfikacja statystyczna — RX

Dlaczego $rednia (i inne statystyki np. wariancja) jest dobra?
1. tatwa do policzenia
2. Znane wiasciwosci

3. Element wnioskowania statystycznego, cze$¢ bardziej ztozonych metod

IITiS PAN ask.iitis.pl 29/56




Weryfikacja statystyczna — RX

Dlaczego $rednia (i inne statystyki np. wariancja) jest dobra?
1. tatwa do policzenia
2. Znane wtasciwosci

3. Element wnioskowania statystycznego, cze$¢ bardziej ztozonych metod

outlier warto$¢ spoza rozktadu danych, prawdopodobnie btedna - np. btad urzadzenia
rejestrujacego

anomalia warto$¢ z rozktadu danych, ale rzadka — np. wyciek z instalacji

1ITiS PAN ask.iitis.pl



Weryfikacja statystyczna — RX

~Wyjscie poza pojedyncze punkty danych
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N = oL
~#QOkresy dobowe

1. Wykorzystujemy wtasciwosci sygnatu — okresowos$¢ dobowa

[[4.43 4.77 6.1 ... 7.97 4.85 4.29]
[4.22 4.18 5.18 ... 9.1 6.37 5.06]
[4.86 5.9 6.54 ... 8.92 6.54 5.19]
[2.72 2.52 2.66 ... 9.17 6.59 4.8 ]
[3.51 2.9 2.52 ... 8.79 5.34 3.59]
[2.62 2.72 2.57 ... 9.71 6.01 3.41]]

X = [aczj] idnij godzmy X; i-ta doba
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N = oL
~#Okresy dobowe

1. Wykorzystujemy wtasciwosci sygnatu — okresowos$¢ dobowa

[[4.43 4.77 6.1 ... 7.97 4.85 4.29]
[4.22 4.18 5.18 ... 9.1 6.37 5.06]
[4.86 5.9 6.54 ... 8.92 6.54 5.19]
[2.72 2.52 2.66 ... 9.17 6.59 4.8 ]
[3.51 2.9 2.52 ... 8.79 5.34 3.59]
[2.62 2.72 2.57 ... 9.71 6.01 3.41]]

X = [aczj] idnij godzmy X; i-ta doba

2. Anomalia — ,nietypowe zachowanie”
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Weryfikacja statystyczna — RX

~#Okresy dobowe

1. Wykorzystujemy wtasciwosci sygnatu — okresowos$¢ dobowa

[[4.43 4.77 6.1 ...
[4.22 4.18 5.18 ...
[4.86 5.9 6.54 ...

[2.72 2.52 2.66 ...
[3.51 2.9 2.52 ...
[2.62 2.72 2.57 ..

7.97 4.85 4.29]
9.1 6.37 5.06]
8.92 6.54 5.19]

9.17 6.59 4.8 1]
8.79 5.34 3.59]
9.71 6.01 3.41]1]

X = [%] idnij godzmy X; i-ta doba

2. Anomalia — ,nietypowe zachowanie”

1] 7 . s _ |=. = _ 1 n .
3. ,Zachowanie” — $rednia dobowa X = [:1:]} Tj= 2 0 Tij

1ITiS PAN
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Weryfikacja statystyczna — RX

~#Okresy dobowe

1. Wykorzystujemy wtasciwosci sygnatu — okresowos$¢ dobowa

[[4.43 4.77 6.1 ...
[4.22 4.18 5.18 ...
[4.86 5.9 6.54 ...

[2.72 2.52 2.66 ...
[3.51 2.9 2.52 ...
[2.62 2.72 2.57 ..

7.97 4.85 4.29]
9.1 6.37 5.06]
8.92 6.54 5.19]

9.17 6.59 4.8 1]
8.79 5.34 3.59]
9.71 6.01 3.41]1]

X = [%] idnij godzmy X; i-ta doba

2. Anomalia — ,nietypowe zachowanie”

1] 7 . s _ |=. = _ 1 n .
3. ,Zachowanie” — $rednia dobowa X = {xj} Tj= 2 0 Tij

4. ,Nietypowe" — duza odlegtos¢ od $redniej ||x — x;|| = \/
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Weryfikacja statystyczna — RX

Norm |x — x;| = 1.08
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Weryfikacja statystyczna — RX

Norm [x — x;| =0.63
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~#Qdlegtos¢ od Sredniej a rozktad danych
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Weryfikacja statystyczna — RX

~#Qdlegtos¢ od Sredniej a rozktad danych
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Weryfikacja statystyczna — RX

~#Qdlegtos¢ od Sredniej a rozktad danych

Hour 18:00

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 \/
Hour 07:00
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Weryfikacja statystyczna — RX

~#Qdlegtos¢ od Sredniej a rozktad danych

Hour 18:00

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 \/
Hour 07:00
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Weryfikacja statystyczna — RX

~#QOpis rozktadu — macierz kowariancji

Parametry rozkfadu normalnego N'(1, X)

N "
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Weryfikacja statystyczna — RX

~#QOpis rozktadu — macierz kowariancji

-5

=10 -5 3 5 10

Parametry rozkfadu normalnego N'(1, )

|2 - ]
v &
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Weryfikacja statystyczna — RX

~#QOpis rozktadu — macierz kowariancji

-5

Parametry rozkfadu normalnego N (11, X)

NI "




Weryfikacja statystyczna — RX

~#QOpis rozktadu — macierz kowariancji

-5

=10 -5 3 5 10

Parametry rozkfadu normalnego N'(1, )

S
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Weryfikacja statystyczna — RX

~#QOpis rozktadu — macierz kowariancji




~#Qdlegtos¢ Mahalanobisa

1% = xil| = /30 (75 — 25)2 =
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~#Qdlegtos¢ Mahalanobisa

dp(%,%:) = ||% = x|l = /T2 (35— 2iy)? = (k= x) (X - x)) T =
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~#Qdlegtos¢ Mahalanobisa

de(%,%) = % = xill = /270 (7 — 0y)? = /(R —x) (& —x))T = /(% —x) (%= %)

I — macierz identycznosci

1ITiS PAN



~#Qdlegtos¢ Mahalanobisa

dp(%,%:) = % = xil| = /S0 (35 — 2))? = /(R — %) (X —x:) T = /(X = %) [(X = ;)T

I — macierz identycznosci

C =137 (x; — %) (x; — X) — macierz kowariancji danych (ang. sample covariance)

~
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“#Qdlegtos¢ Mahalanobisa

de(%,%) = % = x|l = /270 (7 — 0y)? = /(xR —x) (& —x))T = /(% = x) (%= %)

I — macierz identycznosci

C =L 3" (x; — %) (x; — X) - macierz kowariancji danych (ang. sample covariance)

C~! — odwrotnoé¢ macierzy kowariancji
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“#Qdlegtos¢ Mahalanobisa

dp(%, %) = % = xil| = /2, (35 — 2))? = /(R —x) (X —x:)T = /(X —xi)[(X— ;)T
I — macierz identycznosci
C =137 (x; — %) (x; — X) — macierz kowariancji danych (ang. sample covariance)

C~! - odwrotnoé¢ macierzy kowariancji

dar (%, %) = /(% — x;)CL(% — x:)
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Weryfikacja statystyczna — RX

~#Qdlegtos¢ Mahalanobisa

Hour 18:00
Hour 18:00
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Weryfikacja statystyczna — RX

~=Wykrywanie anomalii — odlegtos¢ Mahalanobisa

1. Wykorzystujemy wtasciwosci sygnatu — okresowos$¢ dobowa

[[4.43 4.77 6.1 ...
[4.22 4.18 5.18 ...
[4.86 5.9 6.54 ...

[2.72 2.52 2.66 ...
[3.51 2.9 2.52 ...
[2.62 2.72 2.57 .

7.97 4.85 4.29]
9.1 6.37 5.06]
8.92 6.54 5.19]

9.17 6.59 4.8 1]
8.79 5.34 3.59]
9.71 6.01 3.41]1]

X = [arm] 1dnij godzmy, X; i-ta doba

2. Anomalia — ,nietypowe zachowanie”

3. ,Zachowanie” — érednia dobowa x = [93]} zj =15 2;; i macierz kowariancji ;;;5;

4. Nietypowe” — duza odlegto$¢ od $redniej liczona odlegtoscia Mahalanobisa dj/(x XY
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Weryfikacja statystyczna — RX

“#Wykrywanie anomalii — odlegto$¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'
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Weryfikacja statystyczna — RX

“#Wykrywanie anomalii — odlegto$¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomalia jezeli dps(x,x;) > T
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Weryfikacja statystyczna — RX

“#Wykrywanie anomalii — odlegto$¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomalig jezeli dp(x,x;) > T ...ale jak wyliczy¢ T?
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Weryfikacja statystyczna — RX

“#Wykrywanie anomalii — odlegto$¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'
2. x; jest anomaliag jezeli dps(X,x;) > T ...ale jak wyliczy¢ T7?
... dla réznych wartosci $redniej i m. kowariancji rézne T :(
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Weryfikacja statystyczna — RX

~=Wykrywanie anomalii — odlegtos¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomaliag jezeli dps(X,x;) > T ...ale jak wyliczy¢ T7?
... dla réznych wartosci $redniej i m. kowariancji rézne T :(

3. Chcieliby$my wyrazi¢ prég w postaci prawdopodobienstwa, np. anomalia jest jezeli x; ma
prawdopodobienstwo np. o = 1%, albo 0.1%
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Weryfikacja statystyczna — RX

~=Wykrywanie anomalii — odlegtos¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomaliag jezeli dps(X,x;) > T ...ale jak wyliczy¢ T7?
... dla réznych wartosci $redniej i m. kowariancji rézne T :(

3. Chcieliby$my wyrazi¢ prég w postaci prawdopodobienstwa, np. anomalia jest jezeli x; ma
prawdopodobienistwo np. @ = 1%, albo 0.1% . ..a dla « wyznaczy¢é T automatycznie
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Weryfikacja statystyczna — RX

~=Wykrywanie anomalii — odlegtos¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomaliag jezeli dps(X,x;) > T ...ale jak wyliczy¢ T7?
... dla réznych wartosci $redniej i m. kowariancji rézne T :(

3. Chcieliby$my wyrazi¢ prég w postaci prawdopodobienstwa, np. anomalia jest jezeli x; ma
prawdopodobienistwo np. @ = 1%, albo 0.1% . ..a dla « wyznaczy¢é T automatycznie

4. Wiemy, ze jezeli punkty w X maja rozktad normalny, to dys(X,x;) ma rozktad x? z
d-stopniami swobody (w naszym wypadku d = 24)
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Weryfikacja statystyczna — RX

~=Wykrywanie anomalii — odlegtos¢ Mahalanobisa — algorytm RX

1. Mamy dane X — $rednia X, macierz kowariancji C'

2. x; jest anomaliag jezeli dps(X,x;) > T ...ale jak wyliczy¢ T7?
... dla réznych wartosci $redniej i m. kowariancji rézne T :(

3. Chcieliby$my wyrazi¢ prég w postaci prawdopodobienstwa, np. anomalia jest jezeli x; ma
prawdopodobienistwo np. @ = 1%, albo 0.1% . ..a dla « wyznaczy¢é T automatycznie

4. Wiemy, ze jezeli punkty w X maja rozktad normalny, to dys(X,x;) ma rozktad x? z
d-stopniami swobody (w naszym wypadku d = 24)

5. Znajac rozktad — w tym wypadku x? — mozemy wyznaczy¢ T, dla ktérego
prawdopodobieristwo przekroczenia wartosci jest o, P(dp(X,%x;) > T) = «

I
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Algorytm RX — przykfady

Algorytm RX — przyktady
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Algorytm RX — przykfady

Dane sztucznie wygenerowane, rozktad normalny, d =1

x
34 x#
2
14
07 400 1.25
r L.oo
1 300
r0.75
2] 2004 L o50
x
3 x 100 4 r0.25
* F 0.00
T T T T T T T T 0- T T T T T T
-3 -2 -1 0 1 2 3 4 1] 2 4 6 8 10 12 14
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Algorytm RX — przykfady

Dane sztucznie wygenerowane, rozktad normalny, d = 2

3]
24
1]
o
1 150 1
r 0.4
21 100 o3
_3 o2
50
Foa
4]
x
. . : : , : : 0 ‘ r 0.0




Algorytm RX — przykfady

Dane sztucznie wygenerowane, rozktad normalny, d = 50

&




Algorytm RX — przyktady

Dane rzeczywiste (monitoring przemystowy), rozktad — 7, d =1

125
110 100 4 t0.03
751 F0.02
100
50
F0.01
90 25
0l F 0.00
804 50 60 70 80 90 100 110
1.25
400 -
70 F1.00
300 4
Fo7s
60 ]
200 Loso
50 100 o r0.25
F 0.00
T T T T T ol : : . . .
0 100 200 300 400 0 5 10 15 20 25
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Algorytm RX — przyktady

Dane rzeczywiste (monitoring przemystowy), rozktad — 7, d =1

125
110 100 4 t0.03
751 F0.02
100
50
F0.01
90 25
0l F 0.00
804 50 60 70 80 90 100 110
1.25
400 -
70 F1.00
300 4
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50 100 o r0.25
! F 0.00
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Algorytm RX — przyktady

Dane rzeczywiste (zdjecie hiperspektralne), rozktad — 7, d = 100

0 0
20 20
40 40
60 60
80 80
100 100
120 120
140 140
0 50 100 0 50 100 o
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Algorytm RX — przykfady

Dane rzeczywiste (zdjecie hiperspektralne), rozktad — 7, d = 100

300 J I 0.006
200 4 F0.004
100 4 F 0.002
0l F 0.000
1700 1800 1900 2000 2100 2200
1250 }0.020
1000 4 b 0.015
7509 F o010
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Algorytm RX — przykfady

Dane rzeczywiste (zdjecie hiperspektralne), rozktad — 7, d = 100

300 J I 0.006
200 4 F0.004
100 4 F 0.002
0l F 0.000
1700 1800 1900 2000 2100 2200
1250 }0.020
1000 4 b 0.015
7509 F o010
500
F0.005
250
ol I 0.000
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Algorytm RX — przykfady

~#Wykrywanie anomalii, algorytm RX, podsumowanie

1. Anomalie a outliery
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Algorytm RX — przykfady

~#Wykrywanie anomalii, algorytm RX, podsumowanie

1. Anomalie a outliery
2. Elementy (RX):
2.1 Model - rozktad normalny, opisany $rednia i macierza kowariancji (parametry)
2.2 Algorytm — odlegto$¢ Mahalanobisa, wykorzystanie znanego rozkfadu x? (parametry
wejsciowe, wyjscie)
2.3 Teoria — prawdopodobienstwo i statystyka

ask.iitis.pl
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Algorytm RX — przykfady

~=Wykrywanie anomalii, algorytm RX, podsumowanie

1. Anomalie a outliery
2. Elementy (RX):

2.1 Model - rozktad normalny, opisany $rednia i macierza kowariancji (parametry)
2.2 Algorytm — odlegto$¢ Mahalanobisa, wykorzystanie znanego rozkfadu x? (parametry
wejsciowe, wyjscie)
2.3 Teoria — prawdopodobienstwo i statystyka
3. Rozwiniecia
3.1 Mixture of Gaussians (MoG)
3.2 Principal Component Analysis (PCA)
3.3 Hidden Markov Models (HMM)
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Algorytm RX — przykfady

~=Wykrywanie anomalii, algorytm RX, podsumowanie

1. Anomalie a outliery
2. Elementy (RX):

2.1 Model — rozkfad normalny, opisany $rednia i macierza kowariancji (parametry)
2.2 Algorytm — odlegto$¢ Mahalanobisa, wykorzystanie znanego rozkfadu x? (parametry
wejsciowe, wyjscie)
2.3 Teoria — prawdopodobienstwo i statystyka
3. Rozwiniecia
3.1 Mixture of Gaussians (MoG)
3.2 Principal Component Analysis (PCA)
3.3 Hidden Markov Models (HMM)

4. Alternatywy — np. sieci neuronowe
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